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Sağlık Veri Setlerinde Öznitelik Seçiminin Sınıflandırma Performansına Etkisi

The Effect of Feature Selection Methods to Classification Performance in Health Datasets

Mert DEMİRARSLAN1, Aslı SUNER*2

Giriş: Günümüzde veri setleri, farklı cihazlardan toplanan verilerle çok yüksek boyut-
lu ve spesifik hale geldiğinden, öznitelik seçimi veri madenciliğinde veri boyutunu 
azaltmada önemli bir veri ön işleme adımıdır. Bu çalışma, öznitelik seçim yöntemlerini 
kullanarak makine öğrenmesi yöntemlerinin hesaplama süresini ve maliyetini düşürüp 
sınıflandırma performansının iyileştirilmesini amaçlamaktadır. Gereç ve Yöntem: Özni-
telik seçim yöntemleri; filtreleme yöntemleri, sarmal yöntemler ve gömülü yöntemler 
olmak üzere üç ana başlık altında incelenmektedir. Çalışmada, makine öğrenmesi sınıf-
landırma algoritmalarından destek vektör makinesi, Naïve Bayes ve karar ağaçları yön-
temleri kullanılmıştır. Çalışmada kullanılan veriler UCI ve Kaggle veri tabanlarından 
elde edilmiştir. Algoritmaların sınıflandırma performanslarını karşılaştırmak için doğru-
luk, duyarlılık, özgüllük, kesinlik ve F ölçütü değerleri hesaplanmıştır. Tüm analizlerde 
WEKA 3.8.3, R3.3.0 ve Tableu programları kullanılmıştır. Analizlerde uygun yöntemler 
kullanılarak gereksiz öznitelikler çıkarıldıktan sonra; algoritmaların sınıflandırma per-
formansları ve çalışma süreleri hesaplanmıştır. Bulgular: Doğruluk değerleri, öznitelik 
seçiminden sonra kullanılan veri setlerinde MNIST için % 87’e, Parkinson için % 85’e, 
SCADI için % 97’ye, HCC için % 100’e ve meme kanseri için % 78’e yükselmiştir. En 
yüksek performansa sahip algoritma karar ağaçları (J48) sarmal yöntem öznitelik seçimi 
ile elde edilmiştir. En hızlı metot filtreleme yöntemi iken, en uzun süre çalışan algoritma 
sarmal yöntemdir. Bulgulara göre, çok sayıda özniteliğe sahip verilerin sınıflandırma 
performansları, öznitelik seçimi yapılmış verilere göre daha düşük bulunmuştur. Sonuç: 
Sonuç olarak; düşük boyutlu veri setleri, daha düşük hesaplama maliyetleri ile daha 
yüksek sınıflandırma doğruluğu sağlayabilmektedir.

Introduction: Nowadays, since data sets become very high-dimensional and specific with 
the data collected from different devices, attribute selection has an important pre-process-
ing task in reducing data size in data mining. This study aims to improve classification per-
formance by reducing the calculation time and cost by using attribute selection methods. 
Materials and Methods: Attribute selection methods are examined under three main head-
ings: filter method, wrapper method and embedded method. In the study, support vector 
machine, Naïve Bayes and decision trees methods (J48) among the machine learning clas-
sification algorithms were used. Data sets were obtained from UCI and Kaggle databases. 
Accuracy, sensitivity, specificity, precision and F-measure values were calculated to com-
pare the classification performances of the algorithms. WEKA version 3.8.3, R3.3.0 and 
Tableu programs were performed in all analyzes. After unnecessary features were extract-
ed by using appropriate methods in the analysis; classification performances and run times 
of algorithms were calculated. Results: Accuracy values increased to 87% for Colorectal 
Histology MNIST, 85% for Parkinson’s disease, 97% for SCADI, 100% for HCC, and 
78% for breast cancer after attribute selection. The algorithm with the highest performance 
was found as a wrapper method with decision trees (J48). While the fastest algorithm was 
filter method, the longest-running algorithm was the wrapper method. According to results, 
the performance improvement was higher in feature sets with a large number of attributes 
after selecting feature. Conclusion: As a result, low-dimensional data sets may provide 
higher classification accuracy with lower calculation costs
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1. GİRİŞ

Yapay zeka uygulamaları, sağlık alanında yaygın bir şekilde kul-
lanılmaktadır. Sağlık alanında, hayati önem taşıyan konularda 
hızlı ve doğru kararlar verilmesi gerektiğinden, özellikle hastalık 
tanısı koymada sınıflandırma algoritmalarının sıklıkla kullanıl-
dığı görülmektedir (1). Bu algoritmaları besleyen hastalık tanısı 
veri setlerinin doğru ve yüksek performanslı değerler içermesi 
için kullanılan verilerin düzgün, temiz, sınıflandırma algoritma-
larının kullanımı için uygun şekilde olması büyük önem taşımak-
tadır. Ancak veri setlerinde kayıp gözlem, sınıf gürültüsü, sınıf 
dengesizliği, aykırı gözlem, korelasyon olması ve ilgisiz değişken 
gibi bir çok problem ortaya çıkabilmektedir (2). Bu durum da al-
goritmaların performans değerlerini olumsuz yönde etkileyebil-
mektedir.
Sağlık veri setlerinde diğer verilerde de görüldüğü gibi sınıf-
landırma performansını düşüren ya da yavaşlatan ilgisiz değiş-
kenler bulunmaktadır (3). Bu ilgisiz değişkenlerin veri setinden 
uzaklaştırılması için literatürde birçok öznitelik seçim yöntemi 
önerilmiştir. Yang ve ark. (1997) yaptıkları çalışmada öznitelik 
seçim yöntemlerinde genetik algoritmaları 17 farklı veri seti ile 
kullanmışlar ve sınıflandırma performansının farklı algoritmalar-
da yükseldiğini göstermişlerdir (4). John ve ark. (1997) yaptıkları 
çalışmada, sınıflandırma algoritmalarında oluşan aşırı öğrenme 
problemini gidermek için sarmal yöntemler ile ilgisiz değişkenleri 
veri setinden çıkartarak aşırı öğrenme problemini çözümlemişler-
dir (3). Rodriguez ve ark. (2018) ise öznitelik seçim yöntemleri-
nin (filtreleme, sarmal ve gömülü) sınıflandırma performanslarını 
karşılaştırmışlardır. Filtreleme yöntemlerinin daha hızlı, sarmal 
ve gömülü yöntemlerin ise daha yavaş ancak filtreleme yöntem-
lerine göre daha başarılı olduklarından bahsetmişlerdir (5).
Bu çalışma, öznitelik seçim yöntemlerini kullanarak makine öğ-
renmesi yöntemlerinin hesaplama süresini ve maliyetini düşüre-
rek sınıflandırma performansının iyileştirilmesini amaçlamakta-
dır.

2.YÖNTEM 

Çalışmada makine öğrenmesi algoritmaları kullanılırken %70 
eğitim verisi ve %30 test verisi olarak alınmıştır. Öznitelik seçim 
yöntemleri filtreleme, gömülü ve sarmal yöntemler olarak ince-
lenmiştir. Filtreleme yöntemlerinden korelasyon tabanlı öznitelik 
seçim yöntemi; sarmal yöntemlerden rasgele ağaç yöntemi ve 
gömülü yöntemlerden ileri artırımlı yöntem kullanılmıştır. Sınıf-
landırma yöntemlerinden Naïve Bayes; destek vektör makinaları 
ve karar ağacı algoritmalarından C4.5 kullanılmıştır (6). Algorit-
maların sınıflandırma performansı hesaplanırken ölçüm metrikle-
rinden doğruluk, duyarlılık, özgüllük, kesinlik ve F ölçütü tercih 
edilmiştir. Tüm analizlerde WEKA 3.8.3, R3.3.0 ve Tableu prog-
ramları, Windows 10 işletim sisteminde kullanılmıştır.

2.1. Veri Setleri

Çalışmada kullanılan kolorektal kanser (Colorectal Histology 
MNIST), Parkinson hastalığı (Parkinson’s Disease), öz bakım ak-
tiviteleri (SCADI), hepatoselüler kanser (HCC) ve meme kanseri 
(Breast Cancer) veri setleri, UCI (7) ve Kaggle (8) veri tabanla-
rından elde edilmiştir. Veri setlerinin seçiminde, öznitelik seçim 
yöntemleri arasındaki farklılıkları incelemek amacıyla gözlem 
sayılarının ve öznitelik sayılarının farklı olmasına dikkat edilmiş-
tir. Veri setleri hakkında bilgilerin özetlendiği Tablo 1’e göre ko-
lorektal kanser veri seti 2 sınıfa, 1250 örneklem büyüklüğüne ve 
785 özniteliğe sahiptir. Parkinson veri seti 2 sınıflı iken örneklem 
büyüklüğü ve öznitelik sayısı 755’tir. SCADI veri setindeki sınıf 

sayısı 7, örneklem büyüklüğü 70 ve öznitelik sayısı 206’dır. HCC 
veri setinde sınıf sayısı 2, örneklem büyüklüğü 204 ve öznitelik 
sayısı 45’tir. Meme kanseri verisinde ise 2 sınıf yer almakta, ör-
neklem büyüklüğü 286 iken öznitelik sayısı 10’dur. Sadece HCC 
veri setinde %10,22 oranında kayıp gözlem bulunmaktadır.

2.2. Öznitelik seçim yöntemleri

Literatüre bakıldığında öznitelik seçim yöntemleri 3 ana başlık al-
tında toplanmıştır (9). Bunlardan ilki istatistiksel yöntemlere da-
yanan ve bu sayede hızlı sonuçlar alınmasını sağlayan filtreleme 
yöntemleridir. İkincisi, makine öğrenmesi yöntemlerine dayanan 
ve her aşamada sınıflandırıcı ile ilişki kuran sarmal yöntemlerdir. 
Üçüncü grupta ise makine öğrenmesi algoritmaları ve öznitelik 
seçim yöntemlerinin birlikte çalıştığı ve yine her aşamada sınıf-
landırıcı ile ilişki kurarak çalışan gömülü yöntemler yer almak-
tadır.

2.2.1. Filtreleme yöntemleri

Filtreleme yöntemleri, boyut indirgeme, öznitelik seçim işlemle-
rinde kullanılan en eski tekniklerdir (10). İstatistiksel yöntemler 
kullanılarak yapılan bu işlemlerde sınıflandırma yöntemleri kul-
lanılmamaktadır. Bu sebeple algoritmalar daha hızlı çalışmakta 
ve daha hızlı sonuçlar alınmaktadır. Bu sayede de hesaplamalar 
yapılırken zaman ve maliyet açısından yüksek fayda sağlanmak-
tadır. Gömülü ve sarmal yöntemlere göre daha az karmaşık, açık-
lanabilirliği daha yüksektir. Filtreleme yöntemleri; Fisher skor, 
t-skor, korelasyon tabanlı filtreleme ve bilgi kazancı gibi yöntem-
lerden oluşmaktadır.

2.2.2. Gömülü yöntemler

Gömülü yöntemlerde hem özellik seçim algoritmaları hem de sı-
nıflandırma algoritmaları bir arada kullanılmaktadır. Bu yüzden 
gömülü yöntemler filtreleme yöntemlerine göre, sarmal yöntem-
ler gibi daha yavaş ve daha yüksek maliyetli olmaktadır. Filtrele-
me yöntemleri, hızlı ve düşük maliyetli olsa da sınıflandırma yön-
temlerini kullanmadığından sınıflandırmada bazı sorunlar ya da 
düşük performanslar görülebilmektedir. Bununla birlikte, sarmal 
yöntemlerin, özellikle mikrodizi verilerinin yüksek boyutsallığı 
ile artan bir hesaplama maliyeti olabilmektedir (9). Araştırmacı-
lar için ara bir çözüm olan ve özellikleri sıralamak için bir kriter 
oluşturmada sınıflandırma yöntemlerini de kullanan gömülü yön-
temler keşfedilmiştir. Örneğin, karar ağaçları ya da destek vektör 
makine yöntemleri ile alt kümelerin oluşturulup sıralanmasının 
ardından istenilen düzeydeki öznitelikler seçilebilmektedir.

2.2.3. Sarmal yöntemler

Sarmal yöntemlerde, öznitelik seçimi için makine öğrenmesi al-
goritmaları kullanılarak en yüksek performans gösteren yöntem 
seçilmektedir. Bu yöntemde en iyi alt küme oluşturma ve seçme 
tekniği filtreleme yöntemlerine göre daha başarılı olmakta; ancak 
her aşamada sınıflandırıcı başarısına bakıldığından daha yavaş ve 
daha yüksek maliyetli olmaktadır. Alt küme arama stratejileri ola-

Tablo 1: Veri setlerine ilişkin bilgiler
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rak; ardışık ileri yönde seçim, ardışık geri yönde seçim, ardışık 
ileri yönde kayan seçim, ardışık geri yönde kayan seçim, l ekle 
r çıkar ve genetik algoritmalar gibi farklı yöntemler kullanılabil-
mektedir (9).

2.3. Makine öğrenmesi sınıflandırma algoritmaları

Makine öğrenmesi, temel olarak yapay zekanın sayısal öğrenme 
ve model tanıma çalışmalarından geliştirilen bilgisayar biliminin 
bir alt dalıdır. Makine öğrenmesi algoritmaları; verilerin yapısını 
ve işlevini öğrenen, aynı zamanda veri seti üzerinde bir öngörüde 
bulunabilen sistemlerdir. Bu algoritmalar, örnek girişlerden veri 
tabanlı tahminler ve kararlar gerçekleştirmek için bir model oluş-
turarak çalışmaktadırlar (11).

2.3.1. Naïve Bayes (NB) sınıflandırıcı

Naïve Bayes koşullu olasılık hesaplama yöntemi Thomas Ba-
yes tarafından 1812 yılında bulunmuştur. Bu yöntem, rassal bir 
değişken için olasılık dağılımı içinde koşullu olasılıklar ile mar-
jinal olasılıklar arasındaki ilişkiyi göstermektedir. Naïve Bayes 
sınıflandırma yönteminin temeli Bayes teoreminden gelmektedir. 
Basit sınıflandırma algoritmaları kategorisinde yer almakta ve 
dengesiz sınıflı verilerde de çalışmaktadır. Algoritmanın çalışma 
prensibi, bir eleman için her durumun olasılığını hesaplamakta ve 
olasılık değeri en yüksek olana göre sınıflandırılmaktadır. Küçük 
boyutlu eğitim verisiyle de çalışabilmektedir. Test kümesindeki 
bir değerin eğitim kümesinde gözlemlenemeyen bir değeri varsa 
olasılık değeri olarak 0 verdiğinden tahmin yapamamaktadır. Bu 
durum genellikle sıfır frekans adıyla bilinmektedir. Bu durumu 
çözmek için düzeltme teknikleri kullanılabilmektedir. En basit 
düzeltme tekniklerinden biri Laplace tahminidir (12).

2.3.2.Destek vektör makinaları (DVM)

Temelleri 1960 yılında Vladamir N. Vapnik tarafından atılan des-
tek vektör makineleri, 1990 yılında tam anlamıyla geliştirilmiştir. 
Başlangıçta iki sınıflı veriler için tasarlansa da daha sonradan çok 
sınıflı verileri sınıflandırmak için geliştirilmiştir. Bu yöntemin 
eğitim süresi diğer algoritmalara göre yavaş olsa da güvenilirliği 
daha yüksektir ve doğrusal olmayan gözlemlerde de üstün başarı 
göstermektedir (13).

2.3.3. Karar ağacı C4.5

Karar ağacı C4.5 algoritması J. Ross tarafından bulunmuştur. Ve-
rideki bağımlı/sınıf öznitelik için entropi (bilgi kazancı) değeri 
hesaplamaktadır. Bu yöntem, entropi değerine göre değerlendir-
mekte ve her seferinde tek bir özelliği dikkate almaktadır. Ent-
ropi, veri setindeki karmaşıklık veya belirsizliğin ölçümü olarak 
tanımlanabilmektedir (Formül 1). Entropi ölçüsü, değişkenleri 
sıralamak için bir ölçüt olarak kabul edilmektedir. Y özniteliği-
ni anlamak için gerekli olan bilgi ile X özniteliğini de kullanıp 
aralarındaki fark ile Y özniteliğini kullanmaya bilgi kazancı den-
mektedir (Formül 2). Bir sınıf özelliği olarak Y’nin entropisi, p(y) 
rastgele değişken olan Y için marjinal olasılık yoğunluk fonksiyo-
nudur. Entropi ölçüsü hesaplamada Y özniteliğinin entropi ölçüsü 
X özniteliğine göre gruplanan verilerden yüksek olacaktır (For-
mül 3). Yöntem tüm özellikleri düzenli bir şekilde sınıflandırmak-
ta, daha sonra elde edilen sıraya göre en yüksek kazanç bilgisine 
sahip olanı göstermektedir (14).

                                                    

2.4. Performans metrikleri

Performans metrikleri, hata matrisi yardımıyla hesaplanmakta ve 
0 ile 1 arasında değerler almaktadır. Hesaplamalar sonucunda, 
metriklerin değerleri 1’e yaklaştıkça iyi performans gösterdikleri 
söylenmektedir. Doğru pozitif (DP), tahmin edilenin pozitif ve 
gerçek durumun pozitif olduğu durumdur (örneğin hastayı hasta 
olarak tahmin etmek). Yanlış pozitif (YP), tahmin edilenin pozitif 
ancak gerçek durumun negatif olduğu durumdur (örneğin sağlıklı 
bireyi hasta olarak tahmin etmek). Yanlış negatif (YN), tahmin 
edilenin negatif ancak gerçek durumun pozitif olduğu durumdur 
(örneğin hastayı sağlıklı olarak tahmin etmek). Doğru negatif 
(DN), tahmin edilenin negatif gerçek durumun negatif olduğu 
durumdur (örneğin sağlıklı bireyi sağlıklı olarak tahmin etmek) 
(15). Bu hesaplamaların yapılmasında kullanılan hata matrisi aşa-
ğıdaki şekilde gösterilmektedir (Tablo 2):

Tablo 2: Hata Matrisi

Doğruluk (Accuracy): Sınıflandırma performansı incelemesinde 
en çok dikkat edilen kısım doğruluk değeridir. Doğru pozitif ve 
doğru negatif değerlerinin tüm değerlere olan oranı ile bulunmak-
tadır. Örneğin doğruluk değeri 1 olduğunda gerçekten hasta olan 
ile hasta olmayan bireylerin sınıflandırılmasının tam olarak doğru 
yapıldığı sonucuna varılır. Doğruluk formülü (Formül 4) aşağıda-
ki gibi hesaplanmaktadır:

   
Duyarlılık (Sensitivite): Bu metrik; doğru pozitif olan, tahmin 
edilenin pozitif ve gerçek durumun pozitif olduğu kısımla ilgi-
lenmektedir. Örneğin, hastayı hasta olarak tahmin ederek hasta 
bireylerin ayırt edilmesini sağlamaktadır (16). Ayrıca duyarlılık 
ölçümü testin gücüne de eşittir (güç=1-β). Duyarlılık formülü 
(Formül 5) aşağıdaki gibi hesaplanmaktadır:

Özgüllük (Specificity): Bu metrik; doğru negatif olma durumuy-
la, başka bir ifadeyle tahmin edilenin negatif gerçek durumun da 
negatif olduğu durum ile ilgilenmektedir. Örneğin sağlıklı bireyi 
sağlıklı olarak tahmine etmektedir (16). Seçicilik formülü (For-
mül 6) aşağıdaki gibi hesaplanmaktadır:

Kesinlik (Precision): Doğru tahmin edilen tüm pozitif sınıflardan 
kaç tanesinin gerçekten pozitif olduğunu tahmin eden metriktir. 
Başka bir deyişle, tanı testi sonucu pozitif olanların hasta olma 
olasılığını tahmin etmedir (16). Kesinlik formülü (Formül 7) aşa-
ğıdaki gibi hesaplanmaktadır:

F-ölçütü: Özgüllük ve kesinlik ölçümlerinin harmonik ortalama-
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sıyla hesaplanan F-ölçütü, her iki metriğin birlikte değerlendiril-
mesine olanak tanımaktadır (16). F-ölçütü formülü (Formül 8) 
aşağıdaki gibi hesaplanmaktadır:

3.BULGULAR

Veri setlerinin ham halindeki sınıflandırma performanslarına ba-
kıldığında kolorektal kanser verisi en yüksek doğruluğu DVM 
algoritmasında 0,72 doğruluk, duyarlılık, özgüllük, kesinlik ve F 
değeri göstermiştir. Parkinson verisi, C4.5 ve DVM algoritma-
larıyla 0,80 doğruluk, duyarlılık, özgüllük, kesinlik ve F değe-
ri; SCADI verisi DVM algoritmasıyla 0,79 doğruluk, duyarlılık, 
özgüllük, kesinlik ve F değeri; HCC verisi DVM algoritmasıyla 
0,75 doğruluk, duyarlılık, özgüllük, kesinlik ve F değeri; meme 
kanseri verisi NB algoritmasıyla 0,71 doğruluk, duyarlılık, özgül-
lük, kesinlik ve F değeri göstermiştir. Verilere korelasyon tabanlı 
filtreleme yöntemi uygulandığında, kolorektal kanser verisinde 
sınıflandırma performansı destek vektör makinesi algoritması 
ile verinin ham haline göre 0,82 doğruluk oranına yükselmiştir. 
Parkinson verisinde DVM algoritması en yüksek 0,82 doğruluk, 
SCADI verisinde DVM en yüksek 0,97 doğruluk, HCC verisin-
de DVM algoritması en yüksek 0,97 doğruluk ve meme kanseri 
verisinde en yüksek C4.5 algoritması en yüksek 0,76 doğruluk 
göstermiştir. Verilere öznitelik seçiminden gömülü yöntemlerde 
ileri artırımlı yöntem kullanıldığında, kolorektal kanser verisin-
de doğruluk oranı C4.5 algoritması ile verinin ham haline göre 
0,81 oranına yükselmiştir. Parkinson verisinde C4.5 algoritması 
en yüksek 0,86 doğruluk, SCADI verisinde DVM algoritması en 
yüksek 0,91 doğruluk, HCC verisinde DVM algoritması 100 doğ-
ruluk, meme kanseri verisinde NB algoritması 0,78 doğruluk gös-
termiştir. Verilerde sarmal yöntemler için rasgele orman yöntemi 
uygulandığında, kolorektal kanser verisinin doğrululuk oranının 
en yüksek C4.5 algoritmasıyla 0,87 doğruluk oranı sahip olmuş-
tur. Diğer verilerde bu durum; Parkinson verisinde C4.5 algorit-
ması ile 0,80 doğruluk, SCADI verisinde C4.5 ile 0,88 doğruluk, 
HCC verisinde DVM algoritması ile 0,92 doğruluk ve meme kan-
seri verisinde C4.5 ile 0,78 doğruluk şeklinde olmuştur (Tablo 3).

Araştırmada kullanılan verilerde algoritmaların başarıları ince-
lendiğinde en yüksek doğruluk değerine sahip olan yöntemler; 
meme kanseri verisinde C4.5 algoritmasına göre gömülü yöntem, 
HCC verisinde filtreleme yöntemi, kolorektal kanser verisinde 
sarmal yöntem, Parkinson verisinde sarmal yöntem ve SCADI 
verisinde sarmal ve gömülü yöntemdir (Şekil 1).

NB algoritmasına göre öznitelik seçim yöntemlerinin verilerdeki 
doğruluk değerlerine bakıldığında, meme kanseri verisinde 0,78 
doğruluk oranıyla gömülü yöntem, HCC verisinde 0,95 doğruluk 
ile gömülü yöntem, kolorektal kanser verisinde 0,79 doğrulukla 
filtreleme yöntemi, Parkinson verisinde 0,85 doğrulukla gömülü 
yöntem, SCADI verisinde 0,92 doğruluk ile filtreleme yöntemi en 
yüksek başarıyı göstermiştir (Şekil 2).

DVM algoritmasına göre öznitelik seçim yöntemlerinin veriler-
deki doğruluk değerlerine bakıldığında; meme kanseri verisinde 
0,74 doğrulukla gömülü yöntem, HCC verisinde 100 doğrulukla 
gömülü yöntem, kolorektal kanser verisine göre 0,81 doğrulukla 
filtreleme yöntemi, Parkinson verisinde 0,87 doğruluk ile gömülü 
yöntem ve SCADI verisinde 0,97 ile filtreleme yöntemi başarılı 
olmuştur (Şekil 3).

Tablo 3: Öznitelik seçim yöntemlerinin algoritmalardaki sını-
flandırma performansları

Şekil 1: C4.5 algoritmasına göre öznitelik seçim yöntemlerinin 
verilerdeki doğruluk değerleri

Şekil 2: NB algoritmasına göre öznitelik seçim yöntemlerinin 
verilerdeki doğruluk değerleri

Şekil 3: DVM algoritmasına göre öznitelik seçim yöntemlerinin 
verilerdeki doğruluk değerleri
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Tablo 4’te öznitelik seçim yöntemlerinin çalışma sürelerine bakıl-
dığında; kolorektal kanser verisinde filtreleme yöntemi 2 saniye, 
gömülü yöntem 32 saniye ve sarmal yöntem 69 saniye sürede so-
nuç vermiştir. Parkinson verisinin çalışması ise filtreleme yönte-
minde 4 saniye, gömülü yöntemde 37 saniye, sarmal yöntemde 
77 saniye sürmüştür. SCADI verisi, filtreleme yöntemi 2 saniye, 
gömülü yöntem 21 saniye, sarmal yöntem 47 saniye çalışırken; 
HCC verisinin çalışması filtreleme yöntemi için 2 saniye, gömülü 
yöntem için 13 saniye ve sarmal yöntem için ise 35 saniye sür-
müştür. İstatistiksel tabanlı olan filtreleme yöntemleri her veri 
setinde ve her algoritmada en kısa çalışma süresine sahiptir.

4.TARTIŞMA

Çalışmada kullanılan veri setlerinin orijinal/ham hallerinde algo-
ritmaların sınıflandırma performansları oldukça düşük değerler 
göstermiştir. Verilerde öznitelik seçimi yapıldıktan sonra ilgili 
değişkenlerin seçiminden dolayı algoritmaların sınıflandırma 
performansları yükselmiştir. Öznitelik seçim yöntemlerinin çalış-
ma sürelerine bakıldığında, tüm veri setlerinde en hızlı çalışan 
yöntem filtreleme yöntemi, ardından sırasıyla gömülü yöntem 
ve sarmal yöntem olmuştur. Filtreleme yöntemi, istatistik tabanlı 
olması nedeniyle hızlı çalışmaktadır. Gömülü yöntem ve sarmal 
yöntem, her adımda sınıflandırma performansı hesaplamasından 
dolayı filtreleme yöntemlerine göre daha yavaş hesaplama yap-
maktadır. Literatüre bakıldığında, Parkinson veri seti için, Patra 
ve ark. (2019) yaptıkları çalışmada, basit ve topluluk öğrenme 
algoritmalarının sınıflandırma performanslarını araştırmışlardır 
(17). Yapılan çalışmada herhangi bir öznitelik seçim işlemi yapıl-
mamıştır. Topluluk öğrenme algoritmalarının sınıflandırma per-
formansları incelendiğinde; rasgele orman için 0,84; Bagging için 
0,81 ve Adaboost için 0,82 doğruluk yüzdesi elde edilmiştir. Bi-
zim çalışmamızda Parkinson verisinde gömülü yöntem öznitelik 
seçimi yapıldıktan sonra C4.5 ve Naïve Bayes algoritmalarında 
0,85 doğruluk elde edilmiştir. Coudhury and Grene (2019), SCA-
DI verisi için çalışmalarında birçok sınıflandırma algoritmasını 
karşılaştırmışlar, öznitelik seçim işleminde Boruna algoritmasını 
kullanarak DVM algoritmasında 0,83; Naïve Bayes algoritmasın-
da 0,83 doğruluk elde etmişlerdir (18). Bizim çalışmamızda ise 
filtreleme yöntemi kullanılarak ilgili değişkenlerin seçilmesinin 
ardından DVM algoritması kullanılarak 0,97 doğruluk değeri ile 
daha yüksek performans elde edilmiştir. Pal ve ark. (2018) özni-
telik sıralama yöntemlerinin sınıflandırma performansına etkisini 
araştırırken HCC veri setinden faydalanmışlardır (19). Yaptıkla-
rı çalışmada, veri ön işleme adımında kayıp gözlem problemi-
ni kübik spline veri interpolasyonu yöntemi ile atama yaparak 
çözmüşlerdir. Öznitelik seçimi sıralama işlemlerinde ReliefF, 
mRMR, karşılıklı bilgi yöntemi, hızlı korelasyon tabanlı filtre ve 
kendi önerdikleri öznitelik sıralama yöntemlerini kullanmışlardır. 
Kendi önerdikleri öznitelik sıralama yöntemi ile SVM algoritma-
sı 0,76 ile en yüksek doğruluk değerini sağlamıştır. Bizim çalış-
mamızda HCC verisinde gömülü yöntemlerde DVM algoritması 
%100 doğruluk göstermiştir. Ancak bu durum verinin dengesiz 
sınıf dağılımından kaynaklı olarak aşırı öğrenmeye neden olmuş 
olabileceğinden, filtreleme yöntemlerindeki DVM algoritmasın-

daki 0,97 doğruluğu ele almak daha doğru olacaktır. Chaurasia 
ve Pal (2014), meme kanseri verisi için yaptıkları sınıflandırma 
çalışmasında öznitelik seçimi uygulamamışlardır (20). Kullan-
dıkları sınıflandırma algoritmaları ile Rep Tree için 0,71; RBF 
Network için 0,73 ve Simple Logistic için 0,74 doğruluk yüzdesi 
elde etmişlerdir. Bizim çalışmamızda ise gömülü yöntem kullanı-
larak Naïve Bayes algoritması ile 0,78 ve sarmal yöntem kulla-
nılarak C4.5 algoritması ile 0,78 doğruluk değeri elde edilmiştir.

5.SONUÇ

İlgisiz değişken probleminin giderilmesinden sonra, algoritma-
ların sınıflandırma performanslarının orijinal halindeki sınıflan-
dırma performanslarına göre yükseldiği görülmüştür. Veri setle-
rinde değişken sayıları ile örneklem genişliklerinin birbirlerinden 
oldukça farklı olması da sınıflandırma performansını olumsuz 
yönde etkilemektedir. Sağlık veri setlerinde öznitelik seçim iş-
lemi yapılırken filtreleme yöntemlerinin kullanılması, yüksek 
sınıflandırma performansı sağlarken zaman ve maliyet açısından 
da fayda sağlayacaktır. Gelecek çalışmalarda, örneklem sayısı ve 
öznitelik sayısı 1000’den fazla olan verilerle çalışılarak öznite-
lik seçim yöntemlerinin performanslarının ve çalışma sürelerinin 
karşılaştırılması önerilmektedir.
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